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RESUMEN

En este trabajo se identifican, estiman y comparan tres modelos FARIMA aplicados a la serie de aportes hidrológicos a las represas de Uruguay. En el primer modelo considerado, se parte de los datos desestacionalizados y centrados, se estima en primer lugar el parámetro  d, se transforman los datos aplicando diferenciación fraccional, para luego ajustarles un modelo ARMA, por máxima verosimilitud. En el segundo modelo, se realiza primero una elección de  los parámetros p y q, y luego se estima por el método de Whittle. 

En el  tercer modelo, se transformaron los datos originales mediante una función particular,  se estimó por Whittle un FARIMA a los datos transformados. Por último, mediante simulaciones, se muestra que el tercer modelo  resultó el de mejor ajuste, teniendo en cuenta la función de auto correlación, los promedios semanales, la densidad estimada de la serie y las curvas de intensidad, que serán definidas en el trabajo.
Palabras clave: modelos FARIMA, coeficiente de Hurst, procesos de memoria larga, Whittle.
1. Introducción.
Existen varias definiciones de lo que es un proceso de memoria larga, según Beran (1994),  un proceso estocástico estacionario 
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, es de memoria larga cuando existe  
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. H es llamado el coeficiente de Hurst. Se observa que a mayor H, mayor es la “dependencia larga” de la serie. Se deduce de esta definición, que los modelos de memoria larga tienen una estructura de correlación que se disipa con el tiempo, pero de manera más lenta que en modelos de memoria corta, como por ejemplo los ARMA, donde 
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Desde que Granger y Joyeux (1980) y Hosking (1981) introducen los modelos FARIMA, estos modelos han tenido un gran número de aplicaciones en hidrología. Dichos modelos tienen la versatilidad que da el hecho de poder ajustar parámetros, y además tienen la propiedad de ser procesos de memoria larga, pero que también tienen en cuenta la memoria corta.  En la sección 2, describiremos los datos, y observaremos cómo su función de auto correlación muestra el carácter estacional de la serie así como su tendencia lenta a cero. En la sección 3, haremos un análisis que nos permitirá concluir que es conveniente buscar un modelo de memoria larga para ajustar a los datos. En la sección 4, definiremos los modelos FARIMA, que serán los modelos a utilizar en el trabajo. En la sección 5, se describirá brevemente en qué consisten los métodos para estimar los parámetros de un FARIMA. En la sección 6, describiremos los tres modelos ajustados, junto con sus virtudes y debilidades. Por último en la sección 7, veremos las conclusiones a las que se arriba sobre el comportamiento de los modelos ajustados.
2.  Descripción de los datos.
Se contó con tres tipos de datos: 1) los aportes semanales a la represa Rincón del Bonete en el período 1909-2009; 2) los aportes semanales a la represa Salto Grande en el período 1909-2009; 3) los aportes semanales a la represa de Palmar en el período 1909-2009. Teniendo en cuenta que lo que más interesa es la suma de los aportes de estas tres represas, se trabajó sobre una serie de datos obtenidas a partir de estas tres series, calculada como un promedio ponderado de los aportes de las tres represas, teniendo en cuenta su capacidad de embalse. Esta serie fue denominada con el nombre de aportes complexivos y fue con la que se realizó todo el análisis descrito en este trabajo. En la figura 1, se observa la función de auto correlación de la serie, con lags de hasta 300 semanas, donde se observa claramente la componente estacional. En la figura 2, se observa la función de auto correlación de la serie desestacionalizada. En este caso la desestacionalización se realizó de la siguiente forma: a cada dato se le restó  la media semanal (correspondiente a su semana)  y se le dividió por el desvío semanal (correspondiente a su semana).
En las figuras 3 y 4, se observa el promedio y el desvío estándar de cada una de las 52 subseries formadas por las 101 semanas 1 de cada año, las 101 semanas 2 de cada año,….., las 101 semanas 52 de cada año.
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	Fig.1. Función de auto correlación de la serie de aportes complexivos.
	Fig.2. Función de auto correlación de la serie desestacionalizada.

	[image: image11.jpg]mA3/s

600 800 1000 1200 1400

400

Promedio semanal.

10

T T
20 30

semana

40

50





	[image: image12.jpg]mA3/s

1200

1000

800

600

Desvio semanal.

10

T T
20 30

semana

40

50






	Fig.3. Promedio de aportes de cada semana de la 1 a la 52.
	Fig.4. Desvío estándar de los aportes de cada semana de la 1 a la 52.


3. Conveniencia de modelar a través de un proceso de memoria larga.
En primer lugar se realizó un análisis descriptivo de la serie, separando su componente de tendencia, realizada por promedios móviles de tamaño 52 y la componente estacional utilizando  modelos aditivo y multiplicativo, obteniéndose por resultado, que ambos modelos tienen un comportamiento similar entre sí, y donde la principal conclusión es que en ambos casos la componente aleatoria es la que gobierna la serie, con lo que se concluyó que es necesario buscar, estimar y ajustar algún modelo de proceso estocástico adecuado para poder modelar la serie observada. 

A la conclusión de que es conveniente ajustar un proceso de memoria larga, se arribó mediante la estimación por distintos métodos del coeficiente de Hurst asociado al proceso. Si el coeficiente de Hurst del proceso es mayor que 1/2, se trata de un proceso de memoria larga, en caso contrario de memoria corta. En la literatura actual existen varios métodos distintos para estimar el coeficiente de Hurst. En Taqqu, Teverovsky, Willinger  (1995) puede verse una descripción de los mismos. En lo que sigue se mostrará el resultado obtenido por cuatro de ellos.
a) Método R/S.

Dada la serie 
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 y el estadístico 
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Al estadístico 
[image: image20.wmf]/

RS

 se le llama rango ajustado y es invariante por cambios de escala. Se puede probar que, para cada t, ver Mandelbrot (1975), que el logaritmo de 
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 en función del logaritmo de k, debería permanecer cerca de una línea cuya pendiente es H. Este método es introducido en Hurst (1951), siendo el más clásico para estimar el coeficiente de Hurst. Para obtener una estimación del coeficiente de Hurst, se subdivide la serie en m bloques de tamaño 
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, en función del logaritmo de k. En la figura 5, se ve el resultado del mismo para 1000 bloques, junto con la estimación de H.
b) Método de la varianza agregada.

Si el proceso es de memoria larga y le llamamos 
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 a la media de todos los datos,  entonces cuando 
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se cumple que 
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 Beran (1994), lo que motiva el siguiente método para estimar el coeficiente H. Dividamos la muestra en 
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 bloques de tamaño m, luego calculamos para cada bloque su media muestral, es decir que para 
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, luego calculamos
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Para valores grandes de m, 
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en función del logaritmo de m, el mismo debería tomar valores cercanos a una recta cuya pendiente es 
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. En la figura 8, se observan los gráficos con sus correspondientes estimaciones de H,  para bloques de tamaño 1000, donde la cantidad mínima de puntos para calcular la varianza en cada bloque, es 3, 5 y 7 puntos respectivamente.
c) Método de Higuchi.

El mismo,  propuesto por Higuchi (1988), consiste en calcular  para distintos valores de m, 
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 siendo [ ] la parte entera. Si el proceso es de memoria larga, entonces 
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por lo tanto graficando el logaritmo de 
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en función del logaritmo de m, el mismo debería estar cerca de una recta de pendiente 
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. En la figura 7 se ven las tres distintas estimaciones de H por este método, que surgen de tomar bloques de tamaño 1000 y mínima cantidad de puntos, en 3, 5 y 7 respectivamente.
d) Método del periodograma.

Se define el periodograma, como 
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, donde 
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 es la frecuencia. El periodograma es un estimador de la densidad espectral, y por lo tanto, si el proceso es de memoria larga, cuando 
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está cerca del origen debería ser proporcional a 
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 luego tomando frecuencias pequeñas y nuevamente tomando logaritmos se puede estimar la pendiente de la recta mínimo cuadrática y con ella estimar el valor de H (figura 6). 
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	Fig.5. Estimación de H por el método R/S.
	Fig.6. Estimación de H vía el periodograma.


Las diferencias significativas que existen entre estas estimaciones de H, nos muestra a las claras de la dificultad de tratar con una serie de tiempo de estas características, por otro lado, estas diferencias suelen observarse en otras situaciones en el campo de la hidrología. 

En cualquier caso, estas estimaciones nos permiten concluir que lo adecuado sería buscar un modelo de memoria larga, ya que en todos los casos, la estimación del coeficiente de Hurst, supera largamente el valor 1/2. Los modelos FARIMA que definiremos a continuación, tienen la importante propiedad de ser procesos de memoria larga, pero que también tienen en cuenta la memoria corta, propiedad que obviamente las series de aportes hidrológicos cumplen, ya que dependen fuertemente de las observaciones cercanas en el tiempo. Por otro lado los modelos FARIMA tienen la versatilidad de poder ajustar varios parámetros.
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	Fig.7. Estimación de H por el método de Higuchi.
	Fig.8. Estimación de H por el método de la varianza agregada.


4. Definición de modelo FARIMA.
Definición. Dado un proceso estocástico  estacionario y centrado
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 se dice es un FARIMA(p,d,q) si y sólo si existen 
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 números naturales p y q, y números reales 
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 donde B es el operador shift, es decir 
[image: image53.wmf]1

tt

BXX

-

=

,  
[image: image54.wmf] y 

FQ

 son los polinomios 
[image: image55.wmf](

)

2

12

1...

p

p

BBBB

fff

F=----

, 
[image: image56.wmf](

)

2

12

1...

q

q

BBBB

qqq

Q=++++

, el proceso 
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es ruido blanco, esto es, variables incorrelacionadas, idénticamente distribuidas con media cero y el operador 
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siendo 
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 la función gamma. 
Como se observa, 
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 es FARIMA(p,d,q) si y sólo si 
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 es un ARMA(p,q). Más explícitamente, se tiene que  
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 Se observa que una vez aplicada la transformación 
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 que es un ARMA(p,q), que en particular es un proceso de memoria corta. 

Se prueba que bajo ciertas hipótesis un proceso 
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 FARIMA(p,d,q) tiene una estructura de correlación,  con la siguiente propiedad asintótica: 
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 Por lo tanto, observando la función de auto correlación de un proceso de memoria larga con la de un FARIMA, se deduce que la relación entre el coeficiente de Hurst y el parámetro d es la igualdad  
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5. Métodos de estimación.

Se trabajó el método clásico de estimación por máxima verosimilitud junto con el método de Whittle, que es una aproximación del mismo, posee ventajas numéricas y cuyas propiedades asintóticas son equivalentes. Describimos brevemente en qué consisten ambos métodos.

Supongamos que 
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tienen distribución conjunta gaussiana, se puede ver que el logaritmo de la función de verosimilitud es 
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es la traspuesta de X y 
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es la matriz de varianzas y covarianzas de X. La matriz 
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 puede ser expresada en términos de la densidad espectral
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Se puede ver que 
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 puede ser aproximado por 
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, y ésta última integral, discretizada mediante sumas de Riemann, es aproximadamente 
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 son las frecuencias de Fourier. También  
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. Luego, 
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 y si se normaliza la densidad espectral, entonces 
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, por lo tanto según el método de Whittle, se estima el parámetro 
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 minimizando la expresión 
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.
En Dahlhaus (1989) y Fox and Taqqu (1986), se puede ver que el estimador máximo verosímil y el de Whittle, tienen propiedades asintóticas en común. Si la muestra 
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 no tiene distribución conjunta gaussiana, bajo ciertas hipótesis de regularidad, se puede ver en Giraitis and Surgailis (1990), que aún en este caso, hay consistencia  y normalidad asintótica del estimador.

En el caso en que queramos ajustar a los datos 
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 un modelo  FARIMA(p,d,q) con p y q conocidos, nuestro parámetro a estimar sería 
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, o bien por máxima verosimilitud, o bien por el método de Whittle.

6. Modelos considerados.

En lo que sigue se describirá la obtención de los tres modelos considerados para este trabajo. En los tres casos se probaron los dos métodos habituales de desestacionalización de los datos: 1) restando primero los promedios móviles y luego promediando para cada una de las 52 semanas estas diferencias para tomar como componente estacional (en este trabajo nos

referiremos a este método de desestacionalización como "descriptivo") y 2) consistente en restarle a cada dato la media semanal (según la semana de cada dato) y dividir entre el desvío semanal. Los resultados fueron similares en ambos casos con un leve comportamiento

superior de uno sobre el otro según el modelo utilizado.
Modelo MV.
Se desestacionalizaron los datos utilizando el método descriptivo.  En este modelo le llamaremos 
[image: image94.wmf]{

}

t

X

 a los aportes complexivos, desestacionalizados y centrados, y recordamos que 
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Usando que 
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es FARIMA(p,d,q) si y sólo si 
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 es ARMA(p,q), se estimó en primer lugar el parámetro d, luego los valores de p y de q, y por último se estimaron los p+q parámetros que ajustan los datos 
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a un ARMA(p,q).
Para estimar d, como fue mostrado previamente, con distintos métodos (R/S, Higuchi, Varianza agregada) se obtuvieron estimaciones muy dispares entre sí del mismo parámetro. Para quedarnos con una estimación de d, lo que se hizo fue, optar por el siguiente razonamiento heurístico-gráfico: si queremos ajustar un FARIMA(p,d,q) a los datos, entonces el proceso 
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 debería ser un proceso ARMA(p,q). Por lo tanto se discretizó el intervalo (0.1;0.49) en puntos a distancia 0.01, como se ve, éste intervalo contiene a todas las estimaciones de d que surgen de las correspondientes estimaciones del coeficiente de Hurst, recordar que 
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 ver figuras 5 a 8. Para cada valor de d en este conjunto discreto, la función de auto correlación de 
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 y se optó por aquel valor de d cuya función de auto correlación sea lo más parecida a la de un proceso de memoria corta. De esta manera se optó  por el valor d = 0.33. Esta estimación de d resultó ser muy aproximada a la obtenida por el método R/S (figura 5). Una vez estimado el valor de d en 0.33, se procedió a la elección de los valores p y q. Para valores de p y q variando entre 0 y 10, se obtuvo la estimación máximo verosímil de d, luego se eligieron los valores de p y q donde la estimación máximo verosímil de d resulte lo más cercano posible al valor 0.33. Se obtuvieron de esta forma los valores 
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Con los valores de 
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obtenidos, se procedió a estimar por máxima verosimilitud los parámetros 
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 con lo que se obtuvo el siguiente modelo estimado:
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Para estimar la densidad de los 
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, se calcularon los residuos del modelo, y se estimó por núcleos gaussianos la densidad observándose una forma acampanada, unimodal y simétrica,  pero no gaussiana con una mayor curtosis que la correspondiente a una variable normal. 
Este modelo permite ser simulado de la siguiente forma: en primer lugar se generan valores aleatorios con distribución como la de los 
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, con estos valores, llamémosle 
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, se simulan los correspondientes a un proceso ARMA(p,q) con los parámetros estimados, llamémosle 
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 y luego se realiza la transformación  
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. Se obtiene así una serie simulada, de los datos desestacionalizados. Invirtiendo luego el proceso de desestacionalización, es decir sumando la componente estacional, la de promedios móviles y  la media de los datos, tenemos una forma de simular la serie observada con este modelo.

Modelo W.
En este modelo, al igual que en el anterior, le llamaremos 
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 a los aportes complexivos, 
desestacionalizados y centrados. También se utilizó el método de desestacionalización descriptivo. Luego se procedió a ajustar un modelo FARIMA por el método de Whittle. Este método, como se vio en la sección anterior, requiere el conocimiento de p y q, y el mismo estima los parámetros 
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 y también d. En vista al estudio previo realizado, se trabajó con p = 4 y q = 7. El método arrojó una estimación del parámetro d en 0.355 y se obtuvo el modelo estimado:
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Se estimó la densidad de 
[image: image115.wmf]t

e

mediante núcleos gaussianos, y también se observó que la misma es unimodal, acampanada y simétrica, con mayor curtosis que la correspondiente a la correspondiente a una variable con distribución normal.

Al igual que en el modelo MV, se generaron series sintéticas para comparar su performance con la serie observada. En la figura 13, se observa para el modelo W, el gráfico de la densidad estimada de los residuos, junto con el de una normal con las mismas media y varianza.

Comportamiento y validación de estos dos modelos.

El  test de Shapiro-Wilk rechazó en ambos casos la hipótesis de normalidad con p-valores cercanos a cero (del orden de 
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). Para estudiar la validación de ambos modelos, se le practicaron distintos tests a los residuos arrojados por cada modelo, cuyos resultados, junto con sus medias y desvíos, se observan en la siguiente tabla:
	
	media
	desvío
	p-valor

Box-Pierce 
	p-valor Ljung-Box
	p-valor rachas
	p-valor Spearman

	MV
	0.16
	1041.33
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	0.49
	0.38

	W
	3.176
	476.59
	0.869
	0.869
	0.18
	0.4


	

	Tabla 1. Resultados de aplicación de distintos tests para la validación de ambos modelos.


Se observa que el modelo W supera todas las pruebas sobre incorrelación de residuos, así como la prueba de que su media es 0, mientras que el modelo MV rechaza las pruebas de incorrelación de Box-Pierce y  Ljung-Box.
Estos resultados no son sorpresivos, si se observan los residuos de ambos modelos, figuras 9 y 10.
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	Fig.9. Residuos del modelo MV.
	Fig.10. Residuos del modelo W.


En las figuras 11 y 12, se ve la función de auto correlación de los residuos en ambos modelos, con lags de hasta 200 semanas.
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	Fig.11. Función de auto correlación de residuos modelo MV.
	Fig.12. Función de auto correlación de residuos modelo W.


Por otro lado, a partir de la densidad estimada de los residuos de cada modelo, se  simularon 50 series de 5000 datos cada una, y se compararon los gráficos del ciclo anual (media de cada una de las 52 semanas) y la función de auto correlación donde se observó un comportamiento similar.
Ambos modelos, si bien tuvieron buen comportamiento en las medidas definidas previamente, fueron descartados debido a que la densidad de las series simuladas, tuvieron diferencias importantes respecto a la observada, en particular, en cada  serie simulada de 5000 términos, más del 10% de los mismos resultaron valores negativos. Teniendo en cuenta que en el caso de los aportes a las represas, no tienen sentido valores negativos  y que éstos son permitidos en un FARIMA, se podría esperar unos pocos valores simulados negativos. En la figura 14, se  observan la densidad estimada de las observaciones, superpuesta con la densidad estimada correspondiente a la de una simulación de 5000 datos, con sus valores negativos y sin ellos.  
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	Fig.13. Densidad de los residuos versus densidad de la normal aproximante.
	Fig.14. Comparación de las densidades.


Modelo WG.

Aquí les llamamos 
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a los aportes complexivos.

Vista la dificultad generada por la alta cantidad de valores negativos simulados, se decidió aplicarle una transformación a los datos de tal manera que no puedan ser simulados valores negativos, la transformación considerada fue 
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 siendo F la distribución empírica de los 5252 datos observados y 
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 la función de distribución de una normal típica. 
Esta transformación ya ha sido aplicada con éxito, lo cual se puede ver en Chaer, R. y Zeballos, R. (2006), aplicados no a todos los datos como en este caso, sino a todos los datos correspondientes a cada submuestra de cada número de semana del año. Luego de obtenidos los valores transformados 
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 se los desestacionalizó restando la media semanal y dividiendo entre el desvío semanal, para luego  ajustar a los mismo un FARIMA. De esta manera, una vez simulado un modelo FARIMA para la serie 
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 desestacionalizada, procediendo como en los modelos anteriores, se generaron series sintéticas a partir de este modelo ajustado a los datos transformados, para luego vía la transformación 
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, obtener simulaciones de los datos desestacionalizados y de ahí simular la serie observada.  Para estimar el modelo en este caso, se utilizó el método de Whittle. En primer lugar fue  necesario estimar los valores de p y q. Para obtenerlos, para cada p y q variando entre 0 y 10, se estimaron por el método de Whittle los parámetros del FARIMA, se estimó la densidad de los residuos, y a través de la misma, se simularon 50 series de 5000 datos cada una, luego se utilizó el criterio de elegir  p y q donde la suma de las diferencias en valor absoluto entre las auto correlaciones simuladas y la observada punto a punto sea mínima, para lags de hasta 100 semanas, es decir que si le llamamos 
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, el criterio de elección de p y q fue 
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De esta manera se obtuvieron los valores 
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con lo que se llegó al siguiente modelo: 
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siendo 
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 la serie desestacionalizada  de 
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Como se ve en la tabla 2, los distintos tests utilizados para validar el modelo son superados a un nivel del 5%. También se deduce de esta tabla que no se rechaza la hipótesis de que los residuos son centrados en el origen.

		media

	desvío

	p-valor BoxPierce

	p-valor Ljung-Box

	p-valor rachas

	p-valor Spearman


	WG

	0.0016

	0.5015

	0.96

	0.96

	0.07

	0.46



	

	Tabla 2. Resultados de aplicación de distintos tests para la validación del modelo WG.


Por otra parte en las figuras 15 y 16, se observan los residuos y su función de auto correlación para lags de hasta 200 semanas, donde se observa el comportamiento similar al de un ruido blanco. 
Luego de validado este modelo, se generaron 50 series de 5000 datos cada una, y se observó el comportamiento del mismo considerando las siguientes medidas: a) función de auto correlación, b) densidad estimada, c) curvas de intensidad, d) gráfico del ciclo anual.     Las curvas de intensidad pueden ser utilizadas como medidas de la persistencia de sequías o de lluvias y se definen de la siguiente forma: dada una serie de n datos 
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, para cada k = 4,5,...,1000, se calcula la serie 
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. Para esta nueva serie y para cada k, se calculan los cocientes entre el mínimo valor y la mediana, entre el percentil 5% y la mediana, entre el percentil 10% y la mediana, y entre el percentil 25% y la mediana. Las curvas de intensidad surgen de graficar estas cuatro curvas en función de k. Estas cuatro curvas, como función de k, regularizan la serie, y son crecientes con k, también pueden ser consideradas como medidas de persistencia de sequías, sobre todo pensando en la curva de los mínimos, medida especialmente importante para la planificación energética.
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	Fig.15. Residuos observados a partir del modelo WG.
	Fig.16. Función de auto correlación de los residuos observados a partir del modelo WG.


En las figuras 17,18,19 y 20 se muestra el buen ajuste del modelo WG. En la figura 19, se observa la gran mejora en cuanto a los modelos anteriores, con respecto a la densidad simulada, además de haber sorteado el problema de los valores negativos generados por los modelos MV y W, en este caso la densidad simulada resulta muy parecida a la observada.
Representación de la serie como suma infinita.

 Es interesante observar que nuestro modelo estimado permite expresar a la serie 
[image: image143.wmf]t
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 como un AR(∞) y como un MA(∞). Efectivamente, bajo ciertas hipótesis, se puede representar un modelo FARIMA(p,d,q) como un AR(∞) y como un MA(∞). En el siguiente teorema, cuya demostración puede encontrarse en Brockwell, Davies (1991), se ven las hipótesis que se requieren para poder lograr ambas representaciones.
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	Fig.17. Función de auto correlación observado y simulado por el modelo WG.
	Fig.18. Ciclo anual observado y simulado por  el modelo WG.

	[image: image146.png]6e-04 8e-04

46-04

20-04

0e+00

Grafico densidades.
Observada vs simulada.

2000 4000

m3/fs

6000





	[image: image147.jpg]curvas de intensidad

10

0.8

0.6

04

02

00

Curvas de intensidad observadas vs simuladas.
Modelo WhittleGauss FARIMA(3,0.25,1).
50 simulaciones de 5000 datos cada una.

EEOOm

observado
minimo/ps0
p5/pE0
p10/p50
p25/ps0

log(semanas hacia adelante)






	Fig.19. Densidad de los aportes complexivos, observada y simulada.
	Fig.20. Curvas de intensidad observadas y simuladas por el modelo WG.


Teorema.
Dado un proceso 
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 no tienen raíces en el disco cerrado 
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, entonces el proceso es causal e invertible. Además se obtienen las siguientes representaciones:
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donde los  coeficientes 
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donde los  coeficientes 
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En nuestro modelo, la raíz de 
[image: image160.wmf]Q

es 2.6525, mientras que las raíces de 
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 y 1.4199. Por lo tanto, podemos representar el proceso como un AR(∞) y como un MA(∞). Mostramos a continuación los primeros once sumandos, que incluyen hasta la relación con 10 períodos anteriores de cada representación.

Como MA(∞),
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Como AR(∞),  
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7. Conclusiones.
De acuerdo a las simulaciones correspondientes a los modelos MV y W, los mismos resultaron buenos en lo que respecta al gráfico del ciclo anual, y a la función de auto correlación, pero no se comportaron bien en lo que respecta a la densidad de las simulaciones (como se vio en la figura 14). Como ya se dijo, una de las dificultades observadas fue que estos modelos simulan valores negativos. Si bien el modelo teórico los admite, las simulaciones arrojaron un número excesivamente alto de valores negativos. Incluso se probó, para cada par de valores de p y q variando entre 0 y 10, a través de la simulación de 50 series de 5000 datos cada una (para cada p y q), y se obtuvo que para el modelo W, se observó que en el mejor de los casos se simularon un 12% de valores negativos. Esto ocurrió para 
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 cuando los datos fueron desestacionalizados según el método descriptivo, mientras que utilizando el método de desestacionalizar restando la media semanal y dividiendo por su desvío, la cantidad mínima simulada de valores negativos resultó para  
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, con un 14% de valores negativos. Una explicación para este comportamiento es el alto valor de la varianza de los residuos. Aún en el caso en que despreciemos estos valores negativos por considerarlos sin sentido en el modelo, la densidad estimada sin valores negativos sigue diferenciándose claramente de la observada, como se vio en la figura 14. Estas diferencias observadas entre las densidades, hacen que las curvas de intensidad simuladas, queden en algunas zonas, muy alejadas de la observada.

El modelo WG, por construcción salva la dificultad de la generación de valores negativos, lo que implica una mejora, pero si bien se corría el riesgo de afectar la estructura de correlación, afortunadamente, la estructura de correlación de las series simuladas respetó la forma y resultó cercana a la observada, lo mismo ocurrió con el ciclo anual, también mejoraron las curvas de intensidad y la densidad simulada, por lo que teniendo en cuenta éstas medidas, además de descartar los modelos MV y W, se consideró el modelo WG como un modelo con buen ajuste a la serie observada. 
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